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Resumo

Geracdo automética de Redes Bayesianas - Desenvolvimento de protétipo para

prova de conceito com a framework Infer.NET

Redes Bayesianas (RB) s&do diagramas que permitem organizar o
conhecimento através da construcao de relagbes causa-efeito e resultam da utilizagéo

das teorias relacionadas com a probabilidade condicionada.

Neste trabalho o objectivo geral era avaliar a framework infer.NET quanto a sua
capacidade de gerar automaticamente uma Rede Bayesiana apenas com base nas
variaveis do problema e nas respectivas tabelas de probabilidade.

Fundamentou-se o desenvolvimento deste conceito através da revisdo
bibliografica que permitiu reflectir sobre as diferentes abordagens as Redes
Bayesianas e aos algoritmos de melhoria, e ainda comprovar a actualidade e
preméncia da utilizacdo pratica dos conceitos.

A modelacdo automatica de RB e consequente avaliacdo de desempenho néo
foram testadas, no entanto a bibliografia sugere diferentes abordagens e metodologias

gue suportam esta teoria.

Os automatismos, e respectiva metodologia de avaliagdo de desempenho, com
base em casos reais, utilizando, por exemplo, uma metodologia de aprendizagem
supervisionada, apresentam-se como uma possibilidade para desenvolvimento futuro

deste tema.

Palavras-chave: Redes Bayesianas, Algoritmos Genéticos, infer.NET
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Abstract

Automatic Generation of Bayesian Networks - Development of prototype for

proof of concept with the framework infer. NET

Bayesian Networks (BN) are diagrams that enable you to organize knowledge
by building cause-and-effect relationships, resulting from the use of theories related to

conditional probability.

In this project work the aim was to assess the framework infer.NET regarding
their ability to automatically generate a Bayesian network, only based on the variables
of the problem and on the relevant probability tables.

The development of this concept was supported through the review of
references, which allowed reflecting on the different approaches towards Bayesian
Networks and improved algorithms, proving the timeliness and urgency of practical use
of the concepts.

Automatic modelling of RB and consequent performance evaluation have not
been tested, however the bibliographic references suggest different approaches and
methodologies that support this theory.

The automatic systems and their performance evaluation methodology, based
on real cases, using, for example, a supervised learning methodology, present

themselves as a possibility for a future development of this subject.

Keywords: Bayesian Networks, Genetic Algorithms, infer.NET
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1. Introducéo

1.1. Motivacao

Sdo véarios os autores que defendem a importancia e o potencial de
crescimento dos sistemas periciais e de apoio a decisdo, nomeadamente nas areas da
saude, quer no diagnéstico médico, quer nos sistemas de controlo e gestdo (Amit X.
Garg, et al.,, 2005) (Kawamoto, Houlihan, Balas, & Lobach, 2005) (Rainu Kaushal,
Kaveh G. Shojania, & David W. Bates, 2003) (Roshanov, et al., 2013) (Tiwari,
Tsapepas, Powell, & Martin, 2013).

Sendo a gestdo de sistemas e infra-estruturas na area da Saude precisamente,
o centro da minha actividade profissional, aceitei o desafio de desenvolver um trabalho
numa nova vertente; aproveitando conhecimentos adquiridos, desenvolvendo ideias e

descobrindo caminhos.

A minha proposta é: desenvolver um prototipo que comprove a geragao
automatica de Redes Bayesianas sem recurso a um perito humano e contribuir, assim,

para a evolucdo dos sistemas periciais na area da saude.
1.2.Descricdo da Area e Problemética

1.2.1. Redes Bayesianas

O nome de “Redes Bayesianas” resulta da utilizacdo das teorias relacionadas
com a probabilidade condicionada, tendo sido estabelecido por Thomas Bayes (Bayes,
1764).

Redes Bayesianas (RB) s&do diagramas que permitem organizar o

conhecimento através da construcao de relacfes causa-efeito (Sucar, 2006).

Os sistemas de apoio a decisdo, suportados por RB, sdo competentes por si
s6, ao gerar automaticamente predicdes ou ao aconselhar decis6es, bem como em
situacOes de inexisténcia de todas as evidéncias. Ou seja, as RB permitem processos

de tomada de decis@o na auséncia da totalidade da informacéo (Pearl, 1988).

Segundo Martin Pelikan, uma rede Bayesiana € definida por dois componentes:

Carlos Miguel Maia Mareco — Janeiro 2013 — Universidade Atlantica 9
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e A estrutura, que é codificada por um grafo direccionado aciclico, com
0s nos correspondentes as variaveis existentes no conjunto de dados
modelado, e as extremidades correspondentes as dependéncias
condicionais;

e Os parametros, que sdo representados por um conjunto de tabelas de
probabilidade condicional onde para cada varidvel, dada qualquer
instancia das variaveis de que esta depende, € especificada uma

probabilidade condicional.

Matematicamente, uma rede Bayesiana codifica uma distribuicdo conjunta de

probabilidades dada por
n
pe0 = | [piimy
i=1

onde X=(x1,..., Xn) € um vector de todas as variaveis no problema; m; € o conjunto de
pais de Xi na rede (0 conjunto de nés de onde existe uma extremidade para Xi); e

p(X;|m;) € a probabilidade condicional de Xi dados os seus pais ;.

Inicialmente estes modelos eram construidos "a& mao", baseados no
conhecimento de um perito, mas nos Uultimos anos varias técnicas tém sido
desenvolvidas para aprender a partir dos dados, tanto a estrutura como os parametros
associados ao modelo. Também é possivel combinar conhecimento especializado com

os dados para complementar o modelo (Sucar, 2006).

Vérios investigadores examinaram os métodos de aprendizagem de RB a partir
de dados, incluindo Cooper e Herskovits (1991,1992), Buntine (1991), e Spiegelhalter
(1993). Todos estes métodos tém 0os mesmos componentes bésicos: uma métrica de
pontuagcdo e um procedimento de pesquisa. A métrica calcula uma pontuacdo que é
proporcional & probabilidade posterior de uma estrutura de rede dos dados
apresentados e do conhecimento prévio de um utilizador. O procedimento de busca
gera redes para avaliagdo pela pontuacdo métrica. Estes métodos utilizam os dois
componentes para identificar uma rede ou um conjunto de redes com altas
probabilidades posteriores, e estas redes sdo entdo usadas para prever eventos

futuros (Heckerman, Geiger, & Chickering, 1995).
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Foi nos anos 90 que cresceu o interesse em determinar métodos de
optimizacdo que explicitamente modelassem as boas solu¢cdes encontradas até ao
momento e usassem o0 modelo construido para orientar a busca seguinte. Esta linha
de pesquisa em optimizacdo estocéstica foi fortemente motivada pelos resultados
alcancados no campo da computacdo evolutiva. No entanto, a ligacdo entre estas
duas é&reas foi por vezes obscurecida. Além disso, a capacidade de construcdo de
modelos muitas vezes néo era suficientemente poderosa para resolver problemas de

optimizacdo mais complexos.

1.2.2. Algoritmos Genéticos

Ao longo das ultimas décadas os algoritmos genéticos (AG) tém sido aplicados
com sucesso a muitos problemas de negécios, engenharia e ciéncia. Devido a sua
simplicidade operacional e ampla aplicabilidade, tornaram-se numa area cada vez
mais importante da optimizacdo computacional (Pelikan, Hierarchical Bayesian
Optimization Algorithm, 2005).

Estes algoritmos sdo inspirados no principio Darwiniano da evolucdo das
espécies e na genética, e utilizam conceitos provenientes do principio de seleccéo
natural para abordar uma multiplicidade de problemas, em especial os relacionados
com o processo de optimizacdo. Sao algoritmos probabilisticos que fornecem um
mecanismo de busca paralela e adaptativa, baseada no principio de sobrevivéncia dos
mais aptos e na reproducdo. Robustos, genéricos e facilmente adaptaveis estes
algoritmos consistem numa técnica amplamente estudada e utilizada em diversas

areas (Lucas, 2002).

Muito Gteis nos casos em que o espaco de procura € muito grande, utilizam
ideias como a heranga, a mutacdo, a seleccdo natural e os cruzamentos. Os AG
trabalham com uma populacdo de strings (genoma), que sédo formas codificadas de
solugdes candidatas (chamadas individuos ou criaturas) para um problema de
optimizagdo, que com o progredir do algoritmo evoluem para se tornarem melhores

solugdes (Pacheco, 1999).

A maior parte da teoria de AG lida com os chamados “blocos de construcao”.
Entenda-se por blocos de construcdo todas as solu¢des parciais de um problema. O
algoritmo genético manipula um grande ndmero de blocos de construgdo de

mecanismos de seleccdo e recombinacéo; reproduz e mistura blocos de construgéo.

Carlos Miguel Maia Mareco — Janeiro 2013 — Universidade Atlantica 11
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Os AG mantém uma populacdo de candidatos a solugdo no dominio do
problema, onde cada solucdo é representada por uma sequéncia de parametros e,
para chegar a uma solucdo Optima ou quase Optima, aplica operadores de
recombinacéo, seleccdo e mutacdo ao longo de repetidas geragbes (Munetomo,
Murao, & Akama, 2007).

O procedimento basico do AG, segundo Martin Pelikan, consiste nos seguintes
passos:

e |Inicializacdo - AG normalmente geram a primeira populacdo de solucdes
de candidato aleatoriamente, de acordo com uma distribuicdo uniforme ao
longo de todas as solugdes possiveis;

e Seleccao - Cada iteragdo comecga por seleccionar um conjunto de solucdes
promissoras da populacdo actual, baseada no desempenho de cada
solucao;

e Variagdo - Depois de seleccionar o conjunto de solu¢cdes promissoras,
novas solugdes candidatas s&o criadas, aplicando conceitos de
recombinacdo (cruzamento) e mutacdo as solugbes promissoras.
Recombinacéo concilia subconjuntos de solugBes promissoras pela troca
de algumas das suas partes. A mutacdo perturba ligeiramente as solucdes
recombinadas para explorar a sua vizinhanga imediata.

e Substituicdo - Depois de aplicar o cruzamento e mutag&do para 0 conjunto
de solugBes promissoras, a populacdo de novas solugbes candidatas
substitui a original e a proxima iteracdo € executada (comegando com a

seleccdo), a menos que os critérios de rescisdo sejam atingidos.

Em computagdo evolutiva, Estimation of Distribution Algorithms (EDA), que
também sdo chamados de Probabilistic Model-Building Genetic Algorithms (PMBGA),
sé@o estudados no contexto da realizagdo de pesquisas robustas e evolutivas sem o
conhecimento a priori da ligagdo ao problema. Os EDA sao algoritmos baseados na
pesquisa da populacdo e, portanto, semelhantes aos AG em muitos aspectos; no
entanto, ndo empregam operadores genéticos explicitos, tais como cruzamentos e
mutacdes. Ao invés, constroem modelos probabilisticos de uma coleccdo de solucbes

promissoras - com o0s valores mais elevados de aptiddo (para problemas de
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maximizag&o) ou inferiores (para problemas de minimizacéo) - e utilizam este modelo

para criar a proxima geracao.

Assim, a diferenca entre PMBGA e AG tradicionais € a forma como esses
algoritmos processam populacdes de solucdes promissoras para gerar populagdes de
novas solucdes de candidatos. Em vez de aplicar cruzamentos aos pares de solugdes
seleccionados, para depois aplicar a mutagcdo para cada uma das solugbes

resultantes, realizam-se as duas etapas seguintes:

e Construcdo do modelo: onde € construido um modelo probabilistico
de solugbes promissoras;
e Modelo de amostragem: onde o modelo construido serve de amostra

para gerar novas solucées.

Os PMBGA diferem pela forma como lidam com as duas etapas acima
descritas e como incluem mecanismos especiais de selec¢cdo e substituicdo para

processar as populagdes de solucdes.

1.2.3. Bayesian Optimization Algorithm

Um algoritmo baseado nos conceitos dos algoritmos genéticos, que usa a
estimativa de uma distribuicdo de probabilidade de solu¢des promissoras (PMBGA), a
fim de gerar solu¢des de novos candidatos, é proposto no final da década de 90 e d&
pelo nome de Bayesian Optimization Algorithm (BOA) (Pelikan, Goldberg, & Cantu-
Paz, BOA: The Bayesian Optimization Algorithm, 1999).

Semelhante a um AG, o BOA inicializa uma populacdo de cadeias binarias
geradas aleatoriamente e selecciona um subconjunto das solu¢cdes mais promissoras,
com valores relativamente elevados de aptiddo (para problemas de maximizacéo)
(Munetomo, Murao, & Akama, 2007).

O BOA constréi uma RB para a populacdo de solu¢des promissoras e utiliza a
rede construida para gerar novas solu¢des candidatas. Inicialmente, o BOA utilizava a
métrica Bayesian-Dirichlet sujeita a uma restricdo de modelo-complexidade maxima
para discriminar os modelos concorrentes, mas outras métricas foram analisadas em
trabalho posterior. Em todas as variantes do BOA, o modelo € construido por um
algoritmo que iterativamente adiciona uma nova dependéncia que maximiza a sua

qualidade. Outros operadores gréficos elementares — como remogdes e reversdes de
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extremidades — podem ser incorporados, porém as adi¢coes de extremidades sédo as
mais importantes. A construcdo é encerrada quando mais nenhuma melhoria €

possivel (Pelikan, Hierarchical Bayesian Optimization Algorithm, 2005).

t:=0;
generate initial population P(0);
while (not done) {
select population of promising solutions S(t);
build Bayesian network B(t) for S(t);
sample B(t) to generate O(t);
incorporate O(t) into P(t);
t:=1t+1;
h

Figura 1 - Pseudocodigo para Bayesian Optimization Algorithm (BOA), adaptado de (Pelikan,
Hierarchical Bayesian Optimization Algorithm, 2005)

O BOA gera a populacgéo inicial de sequéncias (strings) de forma aleatoria com
uma distribuicdo uniforme sobre todas as sequéncias possiveis. A populacdo é
actualizada para um numero de iteragcfes (geracdes), cada uma composta por quatro
etapas. Em primeiro lugar, as solugbes promissoras sdo seleccionadas da populacao
actual usando um método de seleccdo de AG, como a seleccdo por torneio ou
truncamento. Em segundo lugar, é construida uma rede Bayesiana onde cabe a
populacdo de solugbes promissoras. Tem terceiro, sdo geradas novas solucdes
candidatas por amostragem da rede Bayesiana construida. Em quarto lugar, as novas
solucdes candidatas sdo incorporadas a populacdo original, substituindo total ou
parcialmente a solucao original. As quatro etapas acima sao repetidas até que alguns
critérios de rescisdo sejam atingidos. Por exemplo, a geracdo pode ser finalizada
guando a populacao converge para a singularidade, a popula¢do contém uma solugéo
suficientemente boa, ou se chegou a um limite no ndamero de iteragbes. O
procedimento basico de BOA é descrito na Figura 1 - Pseudocodigo para Bayesian
Optimization Algorithm (BOA), adaptado de .

Segundo Pelikan, para uma aplicacdo bem-sucedida de BOA, é necessério que
o algoritmo seja capaz de aprender uma rede que reflecte as dependéncias e
independéncias que decompdem o problema correctamente. Existem duas subareas

de aprendizagem de uma RB:
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e A estrutura de aprendizagem. Primeiro, deve ser determinada a
estrutura de uma rede, que depois define as dependéncias condicionais
e as independéncias codificadas pela rede.

e As probabilidades condicionais de aprendizagem. A estrutura
também identifica probabilidades condicionais que devem ser
especificadas para um modelo completo. Depois de aprender a
estrutura, os valores das probabilidades condicionais no que diz

respeito a estrutura final devem ser aprendidos.

O Algoritmo de Optimizagdo Bayesiana, proposto por Pelikan, & considerado
um dos EDAs mais sofisticados. E um algoritmo que utiliza técnicas de modelac&o de
dados por RB para estimar a distribuicdo conjunta de solugbes promissoras e esta

estimativa é utilizada para gerar novos candidatos a solugdes.

Apesar da existéncia deste tipo de algoritmos de melhoramento e predigéo,
fortemente baseados na incerteza, ha também autores que defendem o perito
humano. Wiegerinck, Kappen e Burgers, referem que a tecnologia da RB é apenas um
lado do modelo. O outro é o conhecimento de dominio, que € talvez ainda mais
importante para o proprio modelo. Portanto a modelagem de uma RB requer sempre
uma estreita cooperacdo com especialistas de dominio. E mesmo assim, o modelo &,
naturalmente, apenas um dos muitos componentes de uma aplicagdo, como a
interface do utilizador, a gestdo de dados ou a aceitacédo do utilizador, essenciais para

tornar o aplicativo um sucesso (Wiegerinck, Kappen, & Burgers, 2010).

Em termos praticos estes conceitos/metodologias resolvem questbes
abrangentes nas mais diversas areas, desde a salde, a gestdo, passando pelos

sistemas de informacao, as financas, a engenharia e a tantas outras mais.

Podem-se destacar alguns trabalhos de investigacdo que recorrem de alguma
forma a estes métodos, como por exemplo o trabalho acerca de epistase genética
usando critérios Bayesianos, escrito por Xia Jiang e colaboradores em 2011, o
trabalho de Nir Friedman e colaboradores apresentado em 2000 sobre a analise de
expressdes de dados usando RB, a aproximacdo Bayesiana por AG para andlise de
dados espectroscopicos e metabdlicos escrita em 2011 por Elon Correa e Royston
Goodacre ou a utilizagdo de um algoritmo de optimizacdo Bayesiana (BOA) para a

gestdo de horarios de enfermeiros publicado em 2006 por Jingpeng Li e Uwe Aickelin,
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ou, por ultimo, a aplicacdo de RB ao modelo de risco do cancro da mama num

relatério de John S. Uebersax publicado em 2004.

A relevancia do tema denota-se ainda mais nos trabalhos recentes de
investigacdo que levam ao desenvolvimento de novas métricas e metodologias que
desenvolvem e melhoram os conceitos acerca de RB, BOA e AG. Por exemplo o
trabalho de Harald Steck em 2012 sobre a aprendizagem da estrutura de RB, ou a
construcdo a partir de regras de sistemas especialistas baseados em RB, estudo de
Saravanan Thirumuruganathan em 2010, ou ainda o relatério técnico de Marcio
Kassouf Crocomo e Alexandre Claudio Botazzo Delbem sobre Optimizagédo Bayesiana

com Deteccdo de Comunidades editado em 2011.
1.3.Relevancia do trabalho

Decisores humanos sdo muitas vezes confrontados com dominios altamente
complexos, tendo de lidar com varias fontes de informagdo e varias fontes de
incerteza. A qualidade da decisédo é fortemente influenciada pela experiéncia prévia
para interpretar correctamente os dados.

O apoio a decisao informatizada pode ajudar a melhorar a eficacia do decisor,
aumentando a consciencializacdo e alertando o utilizador para situacdes incomuns

que podem ter grande impacto.

As RB sao amplamente aceites como uma metodologia de principios para a
modelagem de dominios complexos, com incerteza, em que diferentes fontes de
informacdo devem ser combinadas, como necessario em sistemas inteligentes de

apoio a decisao.

Com este trabalho pretende-se comprovar que atraves de um software
prototipo, utilizando a framework infer.NET da Microsoft Research, se consegue gerar
uma RB de forma automatica apenas com base nas evidéncias obtidas de cada
variavel. Para segundo plano deixaremos a possibilidade de optimizar essa RB com

base num algoritmo de optimizacéo ou implementar mesmo um BOA.
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1.4.0bjectivo

E objectivo deste trabalho dar a conhecer as RB e os algoritmos de
optimizagdo, a sua evolucdo e conjugagcdo na vertente pratica de utilizagdo em

sistemas de apoio a deciséo e sistemas periciais.
S&o objectivos especificos:

o Verificar a possibilidade de gerar uma RB, com diversas formas de
inferéncia, utilizando a framework de investigagdo infer.NET, da
Microsoft Research;

e Utilizando a mesma framework, verificar a possibilidade de gerar uma
RB de forma automatica apenas com base nos dados do problema;

e Verificar se € possivel optimizar uma rede gerada automaticamente

tendo por base um dos algoritmos de optimizacéo estudados.
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2. Desenvolvimento

2.1.Reviséao Bibliogréfica

Nesta revisao bibliografica sdo apresentadas varias formas de abordagem as
Redes Bayesianas e a diversos algoritmos de optimizagdo, assim como varias
aplicacdes préaticas destes métodos em diferentes areas. FocAmo-nos em quatro
artigos actuais sendo que um deles é uma andlise de trés aplicacfes préticas de RB.

Xia Jiang e Gregory F. Cooper propdem uma framework de rede Bayesiana
para uma classe de sistemas de vigilancia de espaco-tempo chamado BNST. No seu
artigo “A Bayesian spatio-temporal method for disease outbreak detection” os autores
assumem que um sistema que monitoriza uma regido para um surto de doenca €
chamado de sistema de vigilancia de surto de doenca. Um sistema de vigilancia
espacial pesquisa padrdes de surto da doenca em sub-regides espaciais da regido
monitorizada. Um sistema de vigilancia temporal procura padrdes emergentes de surto
de doenga, analisando como os padrées mudam em periodos de tempo recentes. Se
um sistema nao-espacial, ndo-temporal pudesse ser convertido para um sistema
espacio-temporal, o0 desempenho desse sistema poderia ser melhorado em termos de
detecgcdo precoce, exactiddo e fiabilidade. A framework proposta pelos autores é
aplicada a um sistema ndo-espacial, ndo-temporal de deteccdo de surto de doenca
chamado PC, a fim de criar um sistema espacio-temporal chamado PCTS. Diferencas
no desempenho de detec¢do de ambos os sistemas, PC e PCTS, sdo examinados. Os
resultados mostram que a abordagem Bayesiana espacio-temporal tem um bom

desempenho, em relacdo a abordagem nao-espacial, ndo-temporal.

No artigo “A genetic algorithm-Bayesian network approach for the analysis of
metabolomics and spectroscopic data: application to the rapid identification of Bacillus
spores and classification of Bacillus species” Elon Correa e Royston Goodacre
desenvolvem um novo algoritmo baseado em Redes Bayesianas e Algoritmos
Genéticos que identifica e selecciona com precisdo um subconjunto pequeno de
chaves relevantes de espectros de massa (bio marcadores) para serem analisados.
Uma vez identificados, este subconjunto de bio marcadores relevantes foi entdo usado
com sucesso para identificar esporos de bacilos e identificar espécies de bacilos,
através de um modelo de RB construido especificamente para este conjunto reduzido

de recursos. A rapida identificacdo de esporos de bacilos e identificacdo bacteriana
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sdo de fundamental importdncia devido as suas implicagbes nas intoxicacdes
alimentares, a patogénese e a sua utilizagdo como potenciais agentes de guerra
biolégica. Técnicas analiticas muito automatizadas, tais como a espectrometria de
massa de pirélise (Py-MS), tém sido usadas para identificar esporos bacterianos. Este
modelo compacto de classificagdo Bayesiana € parcimonioso, computacionalmente
rapido para executar e a sua visualizagdo grafica permite a facil interpretacdo das
relacdes probabilisticas entre bio marcadores seleccionados. Além disso, comparam-
se 0s recursos seleccionados pela abordagem de Rede Bayesiana de Algoritmo
Genético (RB-AG) com as caracteristicas seleccionadas por andlise discriminante de
minimos quadrados parciais (PLS-DA). Os resultados de precisdo de classificagéo
mostram que o conjunto de recursos seleccionados pelo RB-AG é muito superior ao
PLS-DA.

Jingpeng Li e Uwe Aickelin mostraram que os horarios podem ser construidos
imitando um agendador humano, utilizando um conjunto de regras que envolvem o
conhecimento de dominio. Apresentam um Algoritmo de Optimizagcdo Bayesiana
(BOA) para o problema dos horarios de enfermeiros que escolhe as regras de
agendamento apropriadas de um conjunto para a atribuicdo de cada enfermeiro.
Baseado na ideia do uso de modelos probabilisticos, o0 BOA constr6i uma rede
Bayesiana para o conjunto de solucbes promissoras e amostras destas redes para
gerar novas solu¢des candidatas. Resultados computacionais de 52 instancias de
dados reais demonstram o sucesso desta abordagem. Recomendam também que o
mecanismo de aprendizagem do algoritmo proposto pode ser adequado para outros
problemas de agendamento. O seu trabalho pode ser lido no artigo Bayesian

Optimisation Algorithm for Nurse Scheduling”.

Wim Wiegerinck e colaboradores analisam, no artigo “Bayesian Networks for
Expert Systems, Theory and Practical Applications”, trés aplicagfes préaticas de Redes
Bayesianas focando-se apenas em modelos que sdo criados usando a experiéncia de
dominio. Apds uma breve revisdo de modelos de abordagens comuns de modelacao
de RB, discutem em detalhe trés aplicacbes de redes Bayesianas. Com esses
aplicativos, pretendem ilustrar o poder de modelacdo e flexibilidade das redes
Bayesianas que ultrapassa os aplicativos padrdo. A primeira rede € aplicada a um
sistema de apoio a decisédo de diagnostico médico. Uma caracteristica distintiva desta

rede € a grande quantidade de varidveis no modelo. O segundo envolve um aplicativo
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de suporte a deciséo petrofisica para determinar o teor de mineral num pogo com base
em medicdes do furo. Este modelo difere do padrdo das RB pelas suas variaveis
continuas e relagbes ndo-lineares. Finalmente discute-se um aplicativo para
identificacdo de vitimas por andalise de parentesco, com base nos perfis de ADN. A
caracteristica distintiva deste aplicativo é que as RB sdo geradas e calculadas com
base nas informacdes de cada caso.

Xia Jiang e Gregory F. Cooper desenvolveram um método para converter um
sistema bayesiano de detec¢do de surtos nado-espacial, ndo-temporal para um
espacio-temporal. Usando essa estrutura, ampliaram o sistema denominado PC para
criar um novo sistema espacio-temporal passando a chamar-lhe PCTS. Os resultados
experimentais suportam que o PCTS fornece deteccdo de surtos de doenca
melhorados, em relagéo ao PC, da qual foi derivado. Além de muitas vezes detectar
surtos mais cedo (numa determinada taxa de alertas falsos), o PCTS foi melhor em
manter um sinal de deteccdo estavel ao longo do tempo. O PCTS é um sistema
especifico de doente que modela cada individuo numa populacdo. Tendo também a
possibilidade desse sistema poder obter o melhor desempenho de detec¢do do que
um que usa a hipotese, tendo sido utilizado para comparagcédo o SaTScan-Mt. Sendo
um sistema bayesiano e permitindo a modelacdo especifica do doente, transmite
varias vantagens para a framework BNST. Uma vez que é bayesiano, pode incorporar-
se conhecimento especializado e conhecimento que é aprendido a partir dos dados
num sistema BNST. Um método como SaTScan baseia a sua andlise apenas em

dados atuais e ndo é capaz de tirar proveito do conhecimento prévio.

No estudo de Elon Correa e Royston Goodacre foram analisados dados de um
grupo diversificado de espécies de bacilos usando uma nova abordagem resultante da
combinagdo da seleccdo variavel do AG com a inferéncia probabilistica de
relacionamento da RB. Esta abordagem de fusdo quimiométrica foi usada
primeiramente para a classificacdo bem-sucedida de esporos versus biomassa
vegetativa e posteriormente os mesmos dados usados para identificar as espécies de
bacilos que estavam sob andlise. Demonstra-se que o GA-BN foi capaz de descobrir
novos bio marcadores de esporos e que estes foram validados pelas diferencas

fisioldégicas que ocorrem durante a esporulacao.

Seleccdo variavel € um aspecto importante de qualquer analise de dados

multivariada que pretenda simplificar um conjunto de dados, reduzindo a sua
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dimensionalidade e identificando as variaveis relevantes subjacentes sem sacrificar a
precisao preditiva. Como resultado para a classificacdo de espécies o GA-BN reduziu
significativamente a redundancia na informacédo fornecida pelas variaveis realmente

usadas para previsao.

O algoritmo GA-BN superou um método de classificacdo tradicional usado em
guimiometria, nomeadamente PLS-DA, em todos os casos testados. Embora o0 GA-BN
nem sempre tenha seleccionado o menor subconjunto de recursos, a precisdo de
classificagdo indica que sempre foram seleccionados 0s mais relevantes, em relacao
ao PLS-DA. As Redes Bayesianas exploram duas caracteristicas principais do
conjunto de dados de destino: associacdes entre varidveis e a forca dessas
associacdoes. A saida grafica do modelo GA-BN explicitamente informa sobre
associacdes probabilisticas. Uma tabela de probabilidade condicional armazena a
forca das correlacdes dadas as associagbes exibidas sobre o modelo de gréfico.
Conhecimento especializado e informagbes estatisticas facilmente podem ser
introduzidos na RB, conforme demonstrado neste estudo. RB modelam a distribuigdo
de probabilidade do dominio do problema e, portanto, pode-se calcular a distribuicdo

de previsao sobre os resultados de possiveis saidas.

Jingpeng Li e Uwe Aickelin na sua pesquisa sobre a problemética dos horérios
de enfermeiros que se aborda no artigo, definem que o numero de enfermeiros é fixo
(aproximadamente 30 dependendo da instancia de dados), e o objectivo é criar
agendas semanais, atribuindo a cada enfermeiro um turno padrdo da forma mais
eficiente. O problema pode ser resolvido usando uma regra apropriada, de um

conjunto de regras disponiveis, para atribuicdo a cada enfermeiro.

Agendadores humanos podem fornecer solucdes de alta qualidade, mas a
tarefa é tediosa e muitas vezes requer uma grande quantidade de tempo.
Normalmente constroem agendas com base nas regras aprendidas durante a
programacédo. Devido as limitacdes humanas, estas regras sdo geralmente simples.
No entanto, horarios gerados por humanos séo de alta qualidade devido a capacidade
do agendador para alternar entre as regras, baseando-se no estado actual da solucéo.
Prevé-se que a solucdo proposta, baseada no BOA seja capaz de executar esta

funcao.
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No algoritmo BOA, a estrutura da rede Bayesiana pode ser fixa, (Pelikan et al
1999) ou variavel (Muhlenbein e Mahnig 1999). No modelo proposto utiliza-se uma
estrutura de rede fixa porque todas as variaveis sao totalmente observadas. Na sua
esséncia, a RB é um vector de tamanho fixo de regras e o objectivo da aprendizagem
€ encontrar os valores de variaveis de todos os ndés para maximizar a probabilidade

dos dados de treino contendo um ndmero de casos independentes.

Com base na estimativa de probabilidade condicional, o algoritmo apresentado
utiliza técnicas do campo da modelacdo de dados por redes Bayesianas para estimar
a distribuicdo conjunta de solugbes promissoras. Aos nds, ou variaveis, da rede
Bayesiana correspondem o0s pares enfermeiro/regra individuais para que um

cronograma seja construido passo a passo.

A probabilidade condicional de cada varidvel na RB é calculada de acordo com
um conjunto inicial de solugbes promissoras. Posteriormente, cada nova instancia para
cada variavel é gerada utilizando as probabilidades condicionais correspondentes, até
gque todas as variaveis sejam geradas. Dai, no caso apresentado, ter sido obtida uma
nova sequéncia de regra. Um outro conjunto de sequéncias de regras sera gerado
desta forma, alguns dos quais irdo substituir sequéncias anteriores com base na
seleccdo de aptiddo. Se o critério de paragem nao é atingido, as probabilidades
condicionais de todos os nés da RB sdo actualizadas novamente usando o actual

conjunto de sequéncias de regras promissoras.

Wim Wiegerinck e colaboradores na sua abordagem a trés aplicacbes praticas
de RB comecam por afirmar que a modelacdo de sistemas inteligentes para
aplicagbes do mundo real, inevitavelmente tem que lidar com a incerteza. Esta
incerteza é devido a impossibilidade de modelar todas as diferentes condicbes e

excepcdes que podem fundamentar um conjunto finito de observacdes.

Em modelos para aplicagdes do mundo real, o nUmero de estados é tdo grande
gue uma representacdo do modelo esparso é inevitavel. Uma classe geral com uma
representacdo que permite a modelagem com muitas varidveis sdo as RB, que estédo
hoje em dia bem estabelecidas como uma ferramenta de modelagem para sistemas

especialistas em dominios com incerteza.
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Inferéncia probabilistica € o problema da computacdo das probabilidades
posteriores das variaveis nao observadas no modelo, tendo em conta as observagdes

de outras variaveis desse mesmo modelo.

A especificacdo de uma rede Bayesiana pode ser descrita em duas partes:
uma qualitativa e outra quantitativa. A parte qualitativa € a estrutura grafica da rede. A
parte quantitativa consiste da especificacdo das tabelas de probabilidade condicional
ou distribuicbes. ldealmente, ambas as especificacdes s&o inferidas a partir dos
dados. Sendo uma alternativa fazer a especificacdo de ambas as partes, & méo, em

colaboracdo com especialistas de dominio.

Embora as redes criadas desta forma possam ser bastante complexas, o

ambito de aplicacéo destes pacotes de software, obviamente, tem as suas limitagdes.

Os autores discutem trés modelos em que a abordagem padrdo para
modelagcéo bayesiana descrita foi inviavel por diferentes razées: o grande niamero de
variaveis no primeiro modelo, a necessidade de modelar variaveis com valor continuo
no segundo modelo e a necessidade de criar modelos de dados dindmicos no terceiro

aplicativo.

O primeiro modelo foi desenvolvido para um aplicativo para suporte a decisdes
de diagndstico médico (Promedas, em colaboracdo com a UMC Utrecht). A principal
funcionalidade do aplicativo € listar as doengcas mais provaveis dadas as evidéncias no

doente (queixas, testes, exames fisicos) que sao inseridas.

O sistema destina-se a apoiar o diagnostico em medicina interna geral,
cobrindo um grande dominio médico com diversas especializacbes. No entanto, um
nivel consideravel de detalhes em que as areas de doenca sdo modeladas é essencial
para o sistema seja de uso pratico. Para este aplicativo, isso significa que o modelo
deve conter milhares de doencas e uma infinidade mais de relacdes entre doencas e
evidencias no doente. Com esses numeros de variaveis e relagfes, uma abordagem

de modelacao padréo € inviavel.

O segundo modelo foi desenvolvido para um aplicativo de suporte & deciséo de
petrofisicos (em colaboracdo com a SHELL EP). A principal fungéo desta aplicacdo é
fornecer uma distribuicdo de probabilidade da composicdo mineral de um potencial

reservatorio com base em medicdes remotas de um furo. No modelo subjacente, o
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namero de variaveis € limitado. No entanto, as variaveis sdo valorizadas
continuamente. Uma delas representa as fraccbes de volume de 13 minerais e
portanto é uma variavel continua 13-D. Qualquer diferenca, por sensivel que seja,
numa abordagem de rede Bayesiana padrdo levaria a uma disrupgéo do espago e do
estado. Devido a restricbes e constrangimentos néo lineares, uma rede Bayesiana

com distribuigBes lineares Gaussianas também ndo é uma solugéo.

Por fim, um aplicativo para identificacdo de vitimas por analise de parentesco,
com base nos perfis de ADN (Bonaparte, em colaboragcdo com a NFI). As vitimas
devem ser correspondidas com pessoas desaparecidas numa genealogia de membros
da familia. Nesta aplicacdo, o modelo segue as leis Mendelianas de heranga genética
e os principios de perfis de ADN. Inferéncia precisa de algum pré-processamento, mas
€ razoavelmente simples. Neste aplicativo, ho entanto, o desafio € que a estrutura do
modelo que depende da estrutura familiar da pessoa ausente. Essa estrutura sera
diferente de caso para caso, e uma abordagem padrdo com uma rede estética é
obviamente insuficiente. Nesta aplicacdo, a modelacdo € implementada no motor. O
aplicativo gera RB dindmicas com base nas informagdes do caso e em seguida, faz as

inferéncias necessarias para as combinacgoes.

Nos artigos apresentados, sédo utilizadas RB para modelacdo de um problema
sendo comum a intencdo de apresentar resultados melhorados com este tipo de

método de predicéo.

Em cada andlise séo utilizadas abordagens diferentes, sendo utilizadas RB na
sua esséncia explorando a experiencia de dominio, RB dindmicas, aplicagbes de AG

para optimizag&o da RB ou utilizando um algoritmo de optimizag&o Bayesiana (BOA).

A framework bayesiana abordada no artigo “A Bayesian spatio-temporal
method for disease outbreak detection”, segundo os autores, tem um preco: para a
usar correctamente é necessario dedicar um esfor¢co consideravel para obtencédo e
representacdo do conhecimento prévio. Esta crenca de conhecimento pode mudar ao
longo do tempo, de uma regido para outra e assim ser dificil de gerir e manter. Por
outro lado, um sistema orientado a dados, como SaTScan, facilmente pode ser
aplicado em muitos contextos sem modificagdo. Assim, ambas as abordagens tém

vantagens e desvantagens. No entanto, os autores acreditam que € possivel melhorar
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significativamente os métodos para adquirir, gerir e manter o conhecimento prévio

sobre surtos de doencas dentro de um quadro de Redes Bayesianas.

Em conclusdo, os investigadores do artigo “A genetic algorithm-Bayesian
network approach for the analysis of metabolomics and spectroscopic data: application
to the rapid identification of Bacillus spores and classification of Bacillus species”,
desenvolveram um algoritmo baseado em Redes Bayesianas e em Algoritmos
Genéticos e demonstraram a sua implementagdo num conjunto de dados bem
descrito, compreendendo 0s espectros de massa de pirdlise de uma grande variedade
de diferentes espécies de bacilos analisadas tanto como células vegetativas e
esporos. Pode afirmar-se que a estrutura de classificagdo hierarquica informada
mostrou excelente identificagdo das diferentes espécies no estado esporulado, uma
descoberta que, segundo o conhecimento dos autores, ndo foi mostrada antes para

dados de Py-MS (espectrometria de massa).

O algoritmo BOA apresentado por Jingpeng Li e Uwe Aickelin para resolver a
probleméatica dos horarios de enfermeiros, ao contrario da maioria das abordagens
baseadas em regras, tem a capacidade de construir agendas utilizando regras
flexiveis, em vez de fixas. Resultados experimentais de problemas reais de criagédo de

horarios demonstraram a forca da abordagem.

Embora a solucao apresentada pelos autores seja baseada na problematica
dos horérios de enfermeiros, recomenda-se que a ideia principal do algoritmo BOA
possa ser aplicada a muitos outros problemas de planeamento onde os horarios serao
construidos sistematicamente de acordo com regras especificas. Também se espera
que a pesquisa dé algumas respostas preliminares sobre como incluir aprendizagem
humana em programacdo de algoritmos e, portanto, pode ser de interesse para

profissionais e investigadores nas areas da computacédo evolucionaria e agendamento.

No ultimo artigo sdo analisadas trés aplicagfes informéticas baseadas em RB

para sistemas de apoio a deciséo.

Promedas é um aplicativo para suporte & decisdo de diagnéstico médico. O seu
objectivo principal é encontrar um diagndstico diferencial com base nos resultados de
testes (anamnese, exame fisico, testes de laboratorio, etc.). Dado o grande nimero de

variaveis, uma abordagem de rede Bayesiana convencional € inviavel. Utilizou-se uma
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abordagem de base de conhecimento em que a rede é compilada a partir de uma base
de dados de relacdes fornecida por médicos especialistas. Para viabilizar a

computacao, projectou-se uma parametrizacdo de modelo tratavel.

O segundo é uma aplicacdo de RB a estudos petrofisicos para apoio a decisao.
Os modelos de observacdo baseiam-se sobre a fisica dos instrumentos de medigéo.
As variaveis fisicas nesta aplicacdo tém um valor continuo. Uma abordagem de rede
Bayesiana ingénua com valores diferenciados falharia. Para manter o dominio

continuo é utilizado o algoritmo hibrido de Monte Carlo para inferéncia.

Bonaparte € uma aplicagdo de RB para identificacdo de vitimas por analise de
parentesco, com base nos perfis de ADN. As RB sdo usadas para modelar as relagées
estatisticas entre os perfis de ADN de pessoas diferentes numa genealogia. Por
inferéncia Bayesiana, sdo calculados racios de probabilidade e probabilidade posterior
das hipéteses, que sdo as quantidades de interesse para o investigador forense. As
relagcbes probabilisticas entre variaveis baseiam-se em principios primordiais da
genética. Uma caracteristica desta aplicagdo € a derivacdo automatica, dindmica, de
modelos a partir de dados, ou seja, a estrutura genoldgica da familia de uma pessoa

desaparecida.

Neste artigo foram descritas trés RB para aplicagbes do mundo real. Esses
modelos baseiam-se na mesma metodologia com RB padrdo, mas vao além das
limitacdes mencionadas. O modelo Promedas tem em vérias ordens de magnitude
mais variaveis. O modelo petrofisico tem variaveis continuas com valor. O modelo de

Bonaparte, assim como o modelo de Promedas tém relagbes ndo-estéticas.

Conclui-se com esta revisao bibliografica, que as diferencas fundamentais
destes seis modelos com RB sédo a abordagem do modelo de desenvolvimento e o

poder operacional e flexibilidade das aplicac¢des.

Discutindo em detalhe a aplicacdo de RB, nestas aplica¢des praticas, procura-
se ilustrar o poder de modelagédo que ultrapassa os aplicativos padrdo. Os dominios
aplicativos dos modelos demonstram que as redes Bayesianas podem ser aplicadas
numa ampla variedade de dominios com diferentes tipos de requisitos, de onde se

salienta que a tecnologia de RB é apenas um lado do modelo.
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Esta revisdo bibliografica contribuiu em muito para o trabalho a desenvolver,
demonstrando a forte possibilidade de atingir o objectivo proposto e a importancia da
utilizacdo destas metodologias por si ou em conjunto para o desenvolvimento de

software aplicativo de apoio & deciséo ou de sistemas periciais.
Da leitura efectuada retiramos estes principais pontos-chave:

e Melhor desempenho;

¢ Incorporar-se conhecimento especializado e conhecimento que é aprendido
a partir dos dados;

e Nova abordagem resultante da combinacdo de AG com a inferéncia
probabilistica das RB;

e Reducdo significativa da redundancia na informacdo fornecida pelas
variaveis;

e Superam o método de classificacdo tradicional;

e Conhecimento especializado e informacdes estatisticas podem ser
introduzidos nas RB;

o Modelacdo de sistemas inteligentes para aplicacbes do mundo real,
inevitavelmente tem que lidar com a incerteza;

e Estrutura grafica da rede e tabelas de probabilidade condicional ou
distribuicdes, idealmente séo inferidas a partir dos dados;

e Problemas reconhecidos em lidar com grande numero de variaveis,
necessidade de modelar varidveis com valor continuo e a necessidade de
criar modelos de dados dinamicos;

e E possivel melhorar significativamente os métodos para adquirir, gerir e

manter o conhecimento prévio;

RB estédo hoje em dia bem estabelecidas como uma ferramenta de modelagem
para sistemas especialistas em dominios com incerteza, sendo conhecidos métodos e
abordagens que eliminam ou ultrapassam alguns dos problemas encontrados em

determinados estudos.
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2.2. Metodologia

2.2.1. Programacao probabilistica
Os computadores sao rigorosamente l6gicos mas o mundo real ndo é, um facto

simples que pode representar alguns verdadeiros desafios para programadores.

Tomando como exemplo a representacdo de uma palavra, através de um
rabisco realizado num ecra sensivel ao toque. As pessoas geralmente ndo sdo muito
cuidadosas ou consistentes da sua escrita, pelo que o rabisco pode corresponder a
"bola", ou "bolo" ou talvez até mesmo "dado". O ser humano conseguira certamente
identificar o que foi escrito, mas do ponto de vista aplicativo, o valor da palavra
correcta é fundamentalmente incerto. Porém, ndo é completamente incerto; "bola" é
mais provavel do que "galo" e podem descartar-se completamente as palavras como

"jogador" ou "treino".

A problematica consiste em como representar essa incerteza num programa.
Variaveis convencionais do tipo booleano ou inteiro tém valores bem definidos. Um
rabisco precisa de uma variavel, a que podemos chamar qualquerRabisco, e que
representa qualquer uma das varias palavras possiveis mas que ndo se sabe ao certo
qgual. No entanto, essa variavel deve representar a incerteza de uma forma que
incorpora a compreensao da probabilidade que cada uma das palavras possiveis pode

ser a correcta.

Programagéo probabilistica € projectada para lidar com essa incerteza. Baseia-
se em variaveis aleatérias, que sdo as extensdes dos tipos de padrdo que podem
representar valores incertos. Cada variavel aleatéria representa um conjunto ou
intervalo de valores possiveis e tem uma distribuicdo associada que atribui uma
probabilidade para cada valor possivel. A distribuicdo quantitativa representa a sua
compreensdo dos valores possiveis da variavel e permite a utilizacdo de andlise

estatistica para compreender o comportamento da variavel.

Assim qualquerRabisco é representada por uma variavel aleatoria. Surge,
assim, a questdo de como obter a distribuicdo da qualquerRabisco, as probabilidades
para cada uma das suas palavras possiveis. Do ponto de vista do utilizador h4 uma
relacdo de causa-efeito entre uma palavra e o rabisco associado. Com programacao

probabilistica pode-se construir um modelo probabilistico, que define a forma como os
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utilizadores transformam palavras em rabiscos. Este modelo reconhece, entre outras
coisas, que a mesma palavra pode levar a diferentes rabiscos e que diferentes
palavras podem levar a rabiscos semelhantes, e define as probabilidades associadas.

Como racionalizar a partir de um rabisco especifico para o conjunto de palavras
possiveis e suas probabilidades? A programacao probabilistica € baseada numa
metodologia estatistica conhecida como inferéncia bayesiana, que permite racionalizar
a partir de uma observacdo — o rabisco — até a sua origem, as palavras possiveis e

suas probabilidades com base num modelo probabilistico.

Um modelo geralmente tem um conjunto de parametros ajustaveis que regem o
seu comportamento, entdo ha que determinar as configuracdes desses parametros
correctamente. Podem atribuir-se valores de parametro, com base na compreensao
geral da escrita, 0 que pode funcionar razoavelmente bem. No entanto, a generalidade
das pessoas escreve de modo diferente, entdo as palavras possiveis associadas a
qualquerRabisco e as suas probabilidades variam entre utilizadores. Para ajustar os
parametros para o0 estilo de escrita particular de cada individuo, um programa
probabilistico pode tratar esses parametros também como variaveis aleatérias e

aprender os valores de parametro real baseados na interac¢cdo com o utilizador.

Os resultados sao aparentemente bons, mas podera subsistir a divida se nao
faltard alguma coisa. Um modelo mais sofisticado com mais variaveis poderia
funcionar melhor ainda, se adicionarmos bastantes variaveis ao modelo, este poderia
conter qualquer coisa. No entanto, geralmente atinge-se o0 ponto em que 0s
rendimentos comecam a ser decrescentes; de alguma forma a complexidade adicional
comeca a reduzir a qualidade do modelo. E preciso encontrar um equilibrio entre
precisao e complexidade. Esse equilibrio é parte integrante da inferéncia Bayesiana,
gque inclui uma maneira eficiente para avaliar a qualidade do modelo chamada de

evidéncia, e que pode ser utilizada para escolher o melhor modelo.

Isto pode parecer um bom principio, mas depende de como realmente se vao
implementar modelos e inferir as probabilidades. Geralmente existem varias maneiras
de resolver problemas probabilisticos. No entanto a programacdo probabilistica
fornece uma forma natural e integrada para lidar com esta classe de problemas. A
framework Microsoft ® Infer.NET simplifica bastante o processo, fornecendo uma API

de modelacdo, que simplifica a mecénica de construgdo de modelos probabilisticos.
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Mesmo modelos complexos muitas vezes podem ser expressos com apenas algumas
linhas de codigo; E um motor de inferéncia, que combina o modelo com as
observacdes e manipula a matematica complexa de se inferir as probabilidades para
valores possiveis da variavel especificada.

E esta framework que nds propomos utilizar e que se detalha através de um

exemplo apresentado no préximo capitulo.

2.2.2. Programacao probabilistica em Infer.NET — um exemplo pratico
O cenério a seguir fornece uma maneira conveniente para ilustrar a
programacdo probabilistica de conceitos basicos e definir alguns conceitos e

terminologia essencial.

2.2.2.1. Contexto
O Sr. Joaquim mora em Cascais e quando sai de casa pela manha percebe

que o relvado da casa estd molhado.

Qual o motivo para o relvado se encontrar molhado? Tera sido porque choveu

(C) ou porque o Sr. Joaquim se esqueceu de desligar o sistema de rega (S)?

A sua certeza aumenta sobre ambos o0s as ocorréncias porgque o relvado esta

molhado.

Ao verificar que existem nuvens no céu, o Sr. Joaquim tem quase certeza de

que choveu.

Inicialmente, quando nada se sabe, o motivo do relvado estar molhado é
desconhecido. No entanto, observacdes e o raciocinio probabilistico podem ajudar a
identificar o motivo e fornecer, ao processo, uma introducdo aos principios da

programacéo probabilistica.

2.2.2.2. Variaveis aleatorias
Sao necessarias diversas variaveis para representar o problema. Neste caso
todas elas apenas assumem valores discretos, verdadeiro e falso, entdo a escolha
Obvia € uma variavel que pode tomar qualquer um dos dois valores possiveis. Uma do

tipo booleano seria ajustada, no entanto, pode ser apenas verdadeira ou falsa, e ndo
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havendo certeza sobre o valor real da variavel é necessario observar todos os factos.

Pode-se, no entanto, estimar a probabilidade de que cada uma das opgoes.

E necessaria uma variavel aleatoria, que essencialmente estende os tipos de
dominio padrao tais como bool ou int para manipular tanto valores deterministas como

incertos.

Uma varidvel aleatéria tem um conjunto ou intervalo de valores possiveis, que
séo extraidos do tipo de dominio. Por exemplo, os valores possiveis de uma variavel
aleatéria booleana sdo verdadeiro e falso. Os valores possiveis de uma variavel

aleatdria inteira sdo ndmeros inteiros sobre uma escala continua, tais como 0, 1 ou -

0 00,

Cada variavel aleatéria tem uma distribuicdo de probabilidade associada que

especifica a probabilidade de cada valor possivel.

Por exemplo, uma variavel aleatéria do tipo booleano poderia ter uma

probabilidade de 70% de ser verdadeiro e 30% de ser falso.

Neste problema em concreto sdo necessarias 4 variaveis aleatérias (Nuvens,
RelvadoMolhado, Rega, Chuva) que embora apenas assumam 2 valores (verdadeiro e
falso) no protétipo desenvolvido previu-se que as variaveis possam assumir mais

valores.

Mesmo sem poder definitivamente dizer por que motivo a relva esta molhada,
neste ponto, pode-se estimar a probabilidade de cada um dos motivos acontecer.
Cada variavel aleatdria tem uma funcédo associada, conhecida como uma distribuigdo
de probabilidade — geralmente abreviado para apenas distribuicdo — que atribui uma

probabilidade para cada um dos possiveis valores da variavel.

Neste caso, as distribuicbes associadas com cada uma das variaveis sao
funcdes de distribuicbes discretas, que atribuem probabilidades a um conjunto
enumeravel de valores possiveis. Porque o valor real deve ser um dos valores

possiveis, as probabilidades devem somar 100%.
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2.2.2.3. Distribuicao prévia (prior)

Em programagéo probabilistica comeca-se por definir uma distribuicdo inicial
para cada variavel aleatoria, que é chamado uma distribuicdo prévia ou crenga prévia,
sendo comumente abreviado para apenas prévia ou prior. Uma prior define a
compreensdo (ou falta dela) que se tem de uma varidvel antes de todas as
observacdes terem sido feitas. No caso do exemplo enunciado sobre o relvado do Sr.
Joaquim, assumimos que nada sabemos sobre a probabilidade do céu se encontrar

nublado, neste caso a probabilidade a priori para os valores de dominio sera 50%.

s

A distribuicdo prévia € um ponto de partida atil, mas pode melhorar-se a
compreensédo, se forem observados os valores reais de uma ou mais das variaveis
aleatérias do modelo. Nesse ponto, a variavel deixa de ser incerta, 0 que permite fazer

uma melhor estimativa das distribuicdes das outras variaveis.

No exemplo em estudo, depois de consultar a previsdo meteorolégica do dia
anterior, pode-se inferir uma nova distribuicdo acerca das nuvens, que incorpora esta
observacao na distribui¢cdo prévia da variavel Chuva e melhora a estimativa acerca do
motivo do relvado estar molhado. Uma observacdo ndo suplanta a sua prior — essa
informacéo € ainda valida — mas podem-se usar as informacdes adicionais para rever
a crenca prévia para que esta reflicta com precisdo todos os dados disponiveis. A
nova distribuicdo é conhecida como uma distribuicio posterior, ou apenas posterior. E
um ponto de partida Util, mas pode melhorar a compreensédo, se se observar o valor
real de uma ou mais das variaveis aleatérias do modelo. Nesse ponto, a variavel nao
esta incerta, o que permite que se faca uma melhor estimativa das distribuicdes das

outras variaveis.

Na verdade, a distingdo entre prior e posterior as vezes pode nao ser muito

clara. Uma maneira mais geral e mais util de distinguir é:

e A prior representa a compreensdo do sistema antes de fazer um
determinado conjunto de observagoes.
e A posterior correspondente representa a compreensdo do sistema depois
de se terem feito as observagoes.
Supondo uma observacdo adicional: o relatério meteorologico sobre a
pluviosidade d& uma estimativa de quando choveu naquela zona. Antes de receber

este segundo relatério, a compreensdo da situacdo € representada pela crenca
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posterior que teve depois de observar a previsdo meteorolégica. O posterior é,
portanto, a escolha l6gica para a nova prior, que pode em seguida ser usado para
inferir uma segunda posterior. Este tipo de inferéncia é incremental na natureza e é
referido como aprendizagem em tempo real. Em alternativa pode-se voltar a crenca

original e reconsiderar todas as evidéncias a partir do zero.

Quanto mais evidéncias existem menos importante € a crenga prévia. Provas
conclusivas devem substituir qualquer crenca prévia, mas se ndo houver muitas

evidéncias para trabalhar, a crenga prévia tem muito mais valor.

2.2.2.4. Quantificar o problema: distribuicfes
A discusséo anterior traz alguns argumentos gerais sobre como inferir a causa
mais provavel, mas € um pouco vaga sobre 0s nuameros reais. Esta se¢do quantifica

essa discussao.

2.2.2.4.1. Distribui¢cdes condicionais
Para inferir uma posterior, primeiro deve-se construir um modelo matematico

para o cenario. Ja se especificou uma prévia para as nuvens.

A maneira mais simples para comecar a constru¢do de um modelo é estimar a
probabilidade dos eventos ocorrerem. Isso é conhecido como uma distribuicao
condicional, a distribuicdo da Chuva, condicionada por um determinado valor atribuido

as Nuvens.

Para simplificar a discussédo, especificaremos simplesmente as duas

distribuicdes, como mostrado na Tabela 1.

Chuva
S N
S 80% 20% = 100%
Nuvens
N 20% 80% = 100%

Tabela 1 - DistribuigcBes condicionais

Cada possibilidade para a ocorréncia de nuvens influencia a queda de chuva,

assim cada distribuicdo condicional somara 100%.
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2.2.2.4.2. Distribuicdes conjuntas
Podemos utilizar as distribuiges prévias e condicionais da sec¢do anterior para
construir um modelo que € conhecido como distribuicdo conjunta. Uma distribui¢éo
conjunta representa as probabilidades de todas as combinac¢des possiveis dos valores
possiveis da variavel aleatéria — chuva com nuvens, chuva sem nuvens, nuvens sem
chuva e assim por diante. Esta distribuicdo contém a compreensédo completa de todo o
problema antes de fazer quaisquer observacoes.

Chuva
S N
S 40% 10%
Nuvens
N 10% 40%

Tabela 2 — Distribui¢cdes conjuntas

Cada linha da Tabela 2 contém as probabilidades condicionais da secao
anterior, multiplicadas pelas probabilidades prévias correspondentes a existéncia de
nuvens. Porque a combinacdo entre a existéncia de nuvens e a queda de chuva deve

ser uma dessas quatro possibilidades, o somatério € 100%.

Podem-se criar distribuicdes conjuntas de variadas maneiras. Todas elas
produzem o0s mesmos numeros. A abordagem utilizada neste documento €,

basicamente, causa-efeito — A existéncia de nuvens causa a queda de chuva.

Nuvens é a variavel em que estamos interessados — e que queremos inferir

uma posterior para entdo definirmos uma prévia para essa variavel.

Chuva é a variavel que podemos observar, entdo definimos distribuicbes

condicionais para essa variavel.

Causa-efeito € geralmente a maneira mais simples para construir um modelo
probabilistico, mesmo se pretendemos racionalizar na direc¢éo inversa, como inferir a

existéncia de nuvens com base no conhecimento da queda de chuva.

2.2.2.4.3. Distribuicbes marginais
Pode-se usar a distribuicdo conjunta para responder a uma variedade de

perguntas. Suponha-se que queremos saber a probabilidade de queda de chuva.
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Podemos calcula-la a partir da distribuicdo conjunta, somando a probabilidade
associada a ocorréncia de chuva quer haja ou ndo nuvens. Podemos fazer o mesmo
calculo para a ocorréncia de nuvens, independentemente de chover ou ndo. A
distribuicdo que surge da soma de uma variavel na distribuicdo conjunta é chamada de

distribuicdo marginal.

A Tabela 3 - Distribuicdo marginal para a variavel Chuvamostra a marginal para
a ocorréncia de chuva. Antes de receber qualquer relatério ou consultar qualquer

facto.

Chuva
S N
S 40% 10%
Nuvens
N 10% 40%
> =50% > =50%

Tabela 3 - Distribuigdo marginal para a variavel Chuva
Pode-se calcular a marginal para as Nuvens da mesma forma, que
simplesmente retorna as probabilidades prior que foram especificadas anteriormente
(Tabela 4).

Chuva
S N
S 40% 10% > =50%
Nuvens
N 10% 40% > =50%

Tabela 4 - Marginal para a variavel Chuva

Até agora, as distribuicbes marginais basicamente dizem o que ja se sabe.
Tornar-se-ao mais interessantes, depois de fazermos uma observacéo e adicionarmos

novas informacdes.
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2.2.2.5. Inferir uma posterior
Ao consultarmos o relatério meteoroldgico de pluviosidade ocorrida, podemos
usar essa observacao para inferir uma posterior na varidvel Nuvens, que passa a

conter uma estimativa melhorada da possibilidade de ter chovido.

A posterior € um marginal condicional, a marginal para Nuvens, condicionada
pela observacdo de que na realidade choveu. Neste caso simples, obtém-se a
posterior da tabela de distribui¢do conjunta.

A informacdo contida no relatorio significa que podemos eliminar a
possibilidade de nao ter chovido da tabela, restando apenas os valores que indicam a
probabilidade de haver nuvens sabendo que choveu. Normalizando novamente os
valores contidos na tabela para que o total seja 100%, obtemos a distribuig&o posterior

demonstrada na Tabela 5.

Chuva
S N
S 40% = 80%
Nuvens
N 10% =20%

Tabela 5 - Posterior para Nuvens

O resultado ndo é completamente certo, mas tudo indica que o céu esteve

nublado.

Na pratica, os modelos sdo geralmente muito mais complicados do que o
utilizado neste exemplo, o que por sua vez torna computagdo de posteriores muito
mais complexa. Uma aplicacdo de programacdo probabilistica para cenéarios do
"mundo real" requer uma abordagem mais sofisticada para constru¢cdo do modelo e

inferéncia.

2.2.3. Uma abordagem mais sofisticada
A distribuicdo conjunta na se¢do anterior € um modelo muito simples, com
apenas duas variaveis e um pequeno conjunto de valores possiveis. Um modelo mais

sofisticado que poderia lidar com uma ampla gama de observacdes pode proporcionar
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mais seguranca. No entanto, a computacdo de posteriores para modelos mais

sofisticados € correspondentemente mais complexa.

2.2.3.1. Modelos mais sofisticados
E possivel lidar com as variaveis adicionais expandindo a tabela de distribuicéo
conjunta na Figura 2. No entanto, para mais de duas variaveis, ou para variaveis com
muitos valores possiveis, as tabelas rapidamente se tornam humanamente
incontrolaveis. Além disso, as tabelas sao Uteis apenas para distribuicBes discretas.
Se pretendemos definir uma distribuicdo para a hora, ela deve representar uma escala

continua de valores, que nunca pode ser representada por uma tabela.

Uma abordagem mais flexivel e poderosa para criar um modelo conceitual para
a distribuicdo conjunta, é faze-lo na forma de um grafico que representa as relacdes

entre as variaveis aleatérias do sistema. A

Figura 2 - Modelos graficosmostra dois exemplos, onde (a) é o gréafico do

exemplo estudado, e (b) estende esse grafico para manipular variaveis aleatérias

adicionais.

Relva

molhada

Figura 2 - Modelos graficos

O modelo representa as relacfes entre variaveis aleatérias, como se segue:

e Cada caixa representa uma variavel aleatoéria.

e As setas indicam as relagfes de causa-efeito entre variveis aleatorias.

e As caixas sombreadas indicam as variaveis aleatdrias que séo observaveis.

e As caixas ndo sombreadas representam as varidveis aleatérias né&o
observaveis e que gostariamos de inferir.

No modelo (a) relaciona-se a existéncia de nuvens com a queda de chuva.

Uma abordagem simplista do modelo completo (b) aqui utilizada para introduzir
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conceitos. Podemos observar a queda de chuva para inferir a possibilidade de
ocorréncia de nuvens. Embora o modelo represente uma relagédo causa-efeito — que é
conhecido como um modelo generativo — podemos usa-lo para racionalizar em
qualquer direccdo. Se soubermos o estado da nebulosidade, podemos usar essa

observacao para inferir a provavel ocorréncia de chuva.

Modelo (b) € um modelo mais sofisticado que incorpora variaveis aleatérias
adicionais — a rega e o relvado molhado — onde o relvado molhado é também uma
variavel observavel. Pode-se usar este modelo combinado com observacdes de varias
variaveis aleatérias para determinar as posteriores, e talvez também produzir tal

esmagadora evidéncia que torne o resultado indubitavel.

2.2.3.2. Inferéncia mais sofisticada
Com este exemplo poderiamos usar aritmética simples para inferir uma
posterior da tabela na Figura 2. A abordagem torna-se mais dificil & medida que
adicionamos mais variaveis — especialmente se eles tém um grande numero de
valores possiveis — e ndo funciona para variaveis que representam uma faixa
continua de valores possiveis. Modelos mais realistas exigem uma forma mais

sofisticada para inferir posteriores.

Os modelos conceituais na Figura 6 sdo na verdade uma representacao gréafica
da expressdo matematica da distribuicdo conjunta. Programas probabilisticos podem
usar essa expressdo e a matematica da inferéncia Bayesiana para inferir as
posteriores para grafos mais complexos, incluindo graficos que possuem variaveis
com distribuic6es continuas. Podemos ainda usar a representacdo matematica para

directamente definir modelos que ndo podem ser representados graficamente.

2.2.3.3. Como escolher o melhor modelo
O modelo (a) forneceu uma estimativa provavel para a existéncia de nuvens ou
a queda de chuva, mas talvez ndo seja suficientemente convincente. Um modelo mais
complexo e sofisticado pode ser mais convincente. No entanto, adicionar mais
variaveis ndo produz necessariamente um modelo melhor. Geralmente ha um ponto
de retorno decrescente, além do qual a complexidade adicional ndo acrescenta nada

ao modelo, ou na verdade piora-o.
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Por exemplo, quando se ajusta uma polinomial de um conjunto de pontos de
dados, sempre se consegue um ajuste exacto, adicionando elementos suficientes para
o polindmio. No entanto, um polindmio que se encaixa exactamente a cada ponto de
dados normalmente balanca descontroladamente entre cada ponto — um fenémeno
conhecido como sobreajuste — que pode ser preciso mas ndo € muito Gtil. Um
polinbmio com menos elementos muitas vezes pode acondicionar bem os dados e

fornecer um modelo muito mais util e realista.

O que se pretende € um meio-termo: um modelo que encaixa os dados
razoavelmente bem, sem ser excessivamente complexo. Assim, o melhor modelo é o

mais simples que encaixe adequadamente os dados, dentro dos modelos possiveis.

Normalmente ndo existe certeza de qual o modelo ideal. No entanto, com a
programacado probabilistica podemos tratar as evidéncias como variaveis aleatorias e
inferir a distribuicdo dessas variaveis. A distribuicdo da-nos a probabilidade em que
cada modelo € o ideal, e pode-se usar essa informacdo para escolher o melhor
modelo. Por exemplo, se determinada evidencia hum modelo tem apenas uma
probabilidade de apenas 15%, entdo essa variavel adicional provavelmente apenas

traz complexidade desnecessaria para o modelo.

2.2.4. Programacdao probabilistica com infer.NET

Programagédo probabilistica € um conceito geral e pode ser implementada
numa variedade de maneiras. A vantagem de usar Infer.NET, em suma, € a maneira
simples que nos é oferecida de representar modelos graficos em codigo e incluir um

motor de inferéncia que manipula a matematica complexa de se inferir posteriores.

Pelas caracteristicas apresentadas e pelos casos estudados, a framework de
investigacdo da Microsoft Research infer.NET foi escolhida como ferramenta de

trabalho exploratério deste trabalho.
2.3.Protétipo e resultados

Neste contexto foi desenvolvido um prot6tipo que utiliza a referida framework.
As caracteristicas diferenciadoras desta tecnologia estiveram presentes na sua
escolha enquanto ferramenta de modelacéo. O Infer.NET permite modelar as redes de
inferéncia em codigo, em tudo semelhante a C#, que ap0s compilagdo gera

automaticamente novo codigo em linguagem C# nativa. Este modelo gerado pode
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posteriormente ser usado em inferéncias futuras, por exemplo em ambientes de
producdo. A separacgdo resultante da compilacdo do modelo, e a possibilidade de o
correr em separado € uma vantagem muito interessante, permitindo, por exemplo,
refinar a capacidade de previsdo do modelo face a novas evidéncias, sem ter de o

reprogramar ou recompilar.

Um dos objectivos deste trabalho seria demostrar a possibilidade de gerar RB
automaticamente, recorrendo apenas as variaveis disponiveis e suas probabilidades
independentes e condicionadas. A ideia assenta na possibilidade de construir
automaticamente a rede (as relagbes entre as variaveis), avaliar o desempenho de

cada configuracéo, e seleccionar a mais adequada.

O protétipo desenvolvido apenas aponta um dos caminhos possiveis na
prossecucdo desse objectivo, demonstrando a viabilidade pratica deste tipo de
abordagem, utilizando as ferramentas ja referidas. Estd fora do &ambito do
desenvolvimento deste prot6tipo encontrar uma solucdo para testar a eficacia de cada

modelo de rede, no entanto a analise bibliografica fundamenta esta abordagem.

2.3.1. Protétipo
Apresentam-se em seguida algumas das questdes mais relevantes na

utilizacdo do infer.NET para a modelacdo de uma rede de inferéncia probabilistica.

O primeiro passo € identificar as variaveis aleatoérias (ou as variaveis

disponiveis), que no N0sSso caso Sao:

e Nuvens,
¢ RelvaMolhada,
e  Sprinkler,

e Chuva

No passo seguinte, utilizando j& a APl de desenvolvimento de software
integrada com a framework, é necessario declarar as variaveis de acordo com as
caracteristicas de cada uma, adequando uma distribuicdo prior para cada uma dessas
variaveis aleatorias. No caso de estudo as variaveis sdo todas discretas, o que limita o
tipo de distribuicao aplicavel.

[/l variaveis aleatoérias
public VVariableArray<int> Nuvens;
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public VariableArray<int> Sprinkler;
public VVariableArray<int> Chuva;
public VariableArray<int> RelvaMolhada;

As variaveis aleatorias representam os parametros das distribuicbes das
variaveis aleatérias priméarias. Para as variaveis “filhas” as probabilidades sé&o

declaradas na forma de tabelas de probabilidades condicionadas (CPTSs).

public Variable<Vector> ProbCloudy;

public VariableArray<Vector> CPTSprinkler;

public VariableArray<Vector> CPTRain;

public VariableArray<VariableArray<Vector>, Vector[]J[][> CPTWetGrass;

De seguida definem-se as probabilidades prior. Declarando variaveis,
garantimos a possibilidade de fazer alteracbes sem ter de recompilar 0 modelo. As
probabilidades prior sdo usadas como base de cada processo de inferéncia, e
representam o conhecimento detido sobre o problema.

public VVariable<Dirichlet> ProbCloudyPrior;

public VariableArray<Dirichlet> CPTSprinklerPrior;

public VariableArray<Dirichlet> CPTRainPrior;

public VariableArray<VariableArray<Dirichlet>, Dirichlet[][]> CPTWetGrassPrior;

Declaram-se agora as variaveis que vao ser utilizadas para conter o resultado

do processo de inferéncia.

public Dirichlet ProbCloudyPosterior;
public Dirichlet[] CPTSprinklerPosterior;
public Dirichlet[]] CPTRainPosterior;

public Dirichlet[][] CPTWetGrassPosterior;

Por ultimo declaramos o motor de inferéncia.
public InferenceEngine Engine = new InferenceEngine();

No passo seguinte define-se a relacdo entre as variaveis (construcao formal do

modelo), as fun¢des de aprendizagem e de query ao modelo.

A Figura 3 - Interface gréfico do protétipo apresenta o interface grafico desenvolvido

para testar o modelo, realizando inferéncia sobre a rede modelada.

Do lado esquerdo do interface pretende-se saber a probabilidade de ter
chovido, com base nas CPTs das restantes variaveis do modelo. Pode-se modificar o
conhecimento que se detém de cada uma das variaveis reflectindo-o na probabilidade

final do evento ter ocorrido.
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Do lado direito do interface procura-se saber a probabilidade da relva estar
molhada, colocando o modelo a aprender com dados ja conhecidos. Para a realizagdo
deste teste, sdo gerados aleatoriamente valores para as variaveis independentes com
base nas distribuicbes conhecidas sobre essas variaveis. Este conhecimento poderia
ser baseado num arquivo de dados registado numa base de dados.

Assim verifica-se que as probabilidades inferidas com base nos casos se
aproximam das probabilidades conhecidas para aquelas variaveis, comprovando que a

técnica de aprendizagem funciona correctamente.

F ~

ol Modelo Inferéncia Probabilistico - . e =SEEN X

Inferéncia CPTs Inferéncia baseada em amostra

MNuvens - Rega - Chuva - Relva
Nublado desconhecida - 1 -q -

Rega desconhecido -

Relva Molhada -

Probabilidade de ter chovido & 78,41

= R = —]
I I
[=N=T= L=l = N

—_ e = ==
T T I T R R
[ = P R
Vo

Gera Amostra & Aprende

Prob. da relva estar molhada dado:

Prob. Nuvens: t: 0,50, Inferida: 0.48

Prob. Rega | Nuvens: t: 0,10, Inferida: 0,10

Prob. Rega | Sem Muvens: t: 0,50, Inferida: 0,51

Prob. Chuva MNuvens:  t: 0,80, Inferida: 0,84

Prob. Chuva Sem MNuvens: t: 0,20, Inferida: 0,20

Prob. Relva molhada | Rega, Chuva:t: 0,99, Inferida: 0,57

Prob. Relva molhada | Rega, Sem Chuva t; 0,90, Inferida: 0,91
Prob. Relva maolhada | Not Rega, Chuva: t: 0,50, Inferida: 0,88
Prob. Relva molhada | Mot Rega, Sem Chuva: t: 0,00, Inferida: 0,00

Figura 3 — Interface gréafico do protétipo

O desenvolvimento do protétipo permite alterar o modelo, no entanto, neste

caso é necessario recompila-lo.

2.3.2. Desenvolvimentos futuros

No protétipo desenvolvido a modelagdo automética de redes e consequente
avaliacdo de desempenho nao foi testada, no entanto parece possivel utilizar esta API
para atingir esse objectivo, sendo necesséario aprofundar o conhecimento na

linguagem de programacéao especifica da framework.
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Assim, 0s proximos passos passariam pelo desenvolvimento de um algoritmo
de geracdo automatica de RB e respectiva metodologia de avaliagdo de desempenho,
com base em casos reais, utilizando, por exemplo, uma metodologia de aprendizagem
supervisionada. A bibliografia sugere diferentes abordagens e metodologias que

suportam esta teoria.
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3. Conclusao

As Redes Bayesianas e o0s algoritmos de melhoria representam uma vasta area

de estudo com inUmeras vertentes.

A abordagem seguida neste trabalho revela (quer pela revisdo da literatura,
quer pelo estudo pratico desenvolvido) que se tratam de poderosas ferramentas de
modelacdo de conhecimento, capazes de lidar com a incerteza e executar previsées

variadas.

O estado da arte apresentado demonstra-nos que o tema € actual e que 0 uso
pratico € comum no desenvolvimento aplicacional de Sistemas de Apoio a Deciséo e
Sistemas Periciais.

Com o desenvolvimento do protétipo ficou demonstrado que € possivel criar
modelos de inferéncia Bayesiana com base na framework infer.NET.

Pese embora o objectivo proposto ndo tenha sido totalmente atingido, verifica-
se que a ferramenta possibilita a construgdo de automatismos, seja com o objectivo de
gerar automaticamente uma RB com diferentes configuracdes, mas também avaliar o
seu desempenho recorrendo apenas a um conjunto de variaveis conhecido e

respectivas probabilidades independentes e condicionadas.

No futuro, dando continuidade a este estudo, pretende-se desenvolver um
algoritmo de geragdo automatica de redes, e respectiva metodologia de avaliacdo de
desempenho, com base em casos reais, utilizando, por exemplo, uma metodologia de

aprendizagem supervisionada.
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